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Аннотация. В работе рассматриваются разные подходы к оценке технологических процессов на основе 
данных, считываемых в разные моменты времени, на разных этапах с учётом влияния входных параметров. 
Используются модели регрессионного моделирования с применением классических подходов и методов 
машинного обучения. Производится сравнение полученных решений, определяется необходимость приме-
нения методов интеллектуального анализа данных. Рассматриваются модель нейронной сети MLP и метод 
XGBoost, при обучении используются метрики MAE, MSE. 
 
Summary. The paper discusses different approaches to assessing technological processes based on data read out at 
different points in time, at different stages, taking into account the influence of input parameters. Regression mod-
eling models are used that implement classical approaches and machine learning methods. The comparison of the 
obtained solutions is made, the necessity of applying the methods of data mining is determined. The MLP neural 
network model and the XGBoost method are considered, the MAE, MSE metrics are used for training. 
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В настоящее время в производстве задействуется высокотехнологичное оборудование, 
оснащённое большим количеством различных датчиков, позволяющих получить большой объём 
данных о реализации технологического процесса. Для анализа и прогнозирования требуется обра-
ботка полученной информации. Существуют классические методы оценки статистических дан-
ных, к которым относятся методы регрессионного моделирования, имеющие автоматизацию в 



 
 
 
различных средах MS Exсel, Statistica и т.д. При построении регрессионных зависимостей воз-
можны ситуации, когда вычислительный процесс становится достаточно трудоёмким. Это связано 
с видом выбранной зависимости и структурой набора данных. При этом полученный результат не 
всегда обеспечивает достаточную точность. Для решения таких проблем рассматриваются более 
сложные зависимости, что способствует ещё большему количеству вычислений. Эффективными 
методами решения такого класса задач являются методы машинного обучения, позволяющие до-
статочно эффективно обрабатывать большие объёмы информации и хорошо описывающие про-
цессы в рамках диапазонов имеющихся данных. 

При рассмотрении производственного процесса можно выделить две группы параметров. К 
первой группе относятся входные параметры, которые можно разделить на контролируемые и не-
контролируемые. Контролируемые параметры могут изменяться пользователем с целью повыше-
ния эффективности процесса, неконтролируемые оказывают влияние на процесс, но не могут из-
меняться оператором. Вторая группа параметров определяет значения на выходе исследуемого 
процесса. Целями работы являются анализ технологического процесса на основе данных, установ-
ление зависимости и определение возможности влияния на результат с помощью изменения пара-
метров. 

В работе рассматривается технологический процесс преобразования некоторого вида сырья 
в конечный полезный продукт с примесями. Данные о процессе формируются на предприятии за 
заданный период времени с помощью датчиков и замеров, проводимых операторами процесса. 
Целью исследования является отбор параметров, оказывающих влияние на процесс, изменение 
которых может способствовать повышению эффективности последнего. 

На первом этапе проводится анализ данных классическими методами. Анализ большого ко-
личества различных функциональных зависимостей показывает низкое качество разрабатываемых 
моделей. Ниже приводятся варианты зависимостей с лучшими полученными показателями. 

Функции: 
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(a = -6 3100 614, b = -1 8748 367, c = -1.2026, d = -3 031 927, e = -1.22, f = -221 662.8,  
g = -51 962 215, h = -3028.43) с коэффициентом детерминации, равным 0,28; 
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(a = 67 715 929, b = -2.03, c = 2.67, d = -1.99, e = 9.27, f = -2.7, g = 5.06, h = -5.3, i = 2.42) с коэф-
фициентом детерминации, равным 0,38. 

Подобрать вид функциональной связи, обеспечивающей надёжную зависимость, не пред-
ставляется возможным. Даже достаточное усложнение вида регрессионной зависимости не позво-
ляет обеспечить высокие значения коэффициента детерминации и допустимые показатели при 
оценке надёжности с помощью критерия Фишера. 

На следующем этапе исследования рассматриваются методы машинного обучения, которые 
достаточно требовательны к набору исходных данных и позволяют находить хорошие приближе-
ния в указанном диапазоне. К этим методам относятся: искусственные нейронные сети (распозна-
вание, кластеризация, прогноз); эволюционное программирование; генетические алгоритмы (оп-
тимизация); ассоциативная память (поиск аналогов, прототипов); нечёткая логика; деревья реше-
ний; системы обработки экспертных знаний [9]. Эти методы позволяют лучше описывать соответ-
ствующие процессы и имеют возможность динамически адаптироваться к изменению потоков об-
рабатываемой информации за счёт пополнения обучающей выборки и т.д. Помимо имеющихся 
преимуществ, они обладают недостатками, связанными с узкой направленностью применения по-
лученных моделей в производственных задачах. 

Для построения модели производится подготовка данных. Первоначальный набор данных 
разделяется случайным образом на обучающую часть (70 %), валидационную (10 %) и тестовую 
(20 %). Обучающая и валидационная части используются непосредственно в процессе обучения, а 



 
 
 
тестовая часть необходима для того, чтобы проверить качество обучения посредством нижеопи-
санных метрик. 

Данные для обучения хранятся в csv файле, имеющем разметку, отражённую в табл. 1.  
 

Таблица 1 
Разметка csv файла 

Время работы ав-
токлава, ч 

Железо, % Мышьяк, % ... Хлориды, г/кг 

24,0 17.3 4.01 ... 3.70 
24,0 16.8 4.50 ... 4.90 
23.9 20.1 7.30 ... 8.05 

 
Для решения поставленной задачи методами машинного обучения проводится сравнение 

качества решения при помощи XGBoost и нейронных сетей.  
Рассмотрим метод XGBoost. Он заключается в реализации деревьев решений с градиент-

ным усилением, разработанных для увеличения скорости и производительности. Результаты мет-
рики обученной модели представлены в табл. 2. 

 
Таблица 2 

Результаты метрик обученной модели XGBoost 

Метрика Значение 
MSE 575.65 
MAE 15.57 
r2 0.97 

 
Приводится вариант решения с применением нейронной сети MLP (multi layer perceptron). 

Архитектура MLP может содержать один или несколько скрытых слоёв, обеспечивающих уровни 
абстракции. Прогнозы делаются на выходном слое, называемом видимым (см. рис. 1).  

 
Рис. 1. Архитектура MLP 

 
На входе сети 7 параметров, соответствующих значениям «Fe», «As», «Time» и т.д. Экспе-

риментальным путём определяется функция активации. Лучшие результаты обеспечивает функ-
ция ReLU. Определяется функция потерь MSE. Реализуется алгоритм оптимизации Adam (adaptive 
moment estimation). Обучение производится с размером пакета 512, скоростью обучения 0.0001, со 
случайной заморозкой 50 % связей на каждой итерации и нормализацией для каждого пакета. 



 
 
 
График изменения функции потерь на обучающей и валидационной частях набора данных пред-
ставлен на рис. 2. 

 

 
 

Рис. 2. График изменения функции потерь во время обучения  
нейронной сети на фактических данных 

 
Результаты метрики обученной модели представлены в табл. 3. 
 

Таблица 3 
Результаты метрики обученной модели MLP 

Метрика Значение 
MSE 1.41 
MAE 0.04 

r2 0.003 
 
В качестве метрик для анализа качества методов используются MAE и MSE. MAE (Mean 

Absolute Error) измеряет среднюю сумму абсолютной разницы между фактическим значением и 
прогнозируемым значением: 
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MSE (Mean Squared Error) измеряет среднюю сумму квадратной разности между фактиче-
ским значением и прогнозируемым значением для всех точек данных: 
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, где 𝑒௧ ൌ 𝑜𝑟𝑖𝑔𝑖𝑛𝑎𝑙௧ െ 𝑝𝑟𝑒𝑑𝑖𝑐𝑡௧.    

Исследование показывает, что использование нейронной сети даёт более качественный ре-
зультат на заданном диапазоне значений и обеспечивает возможность решения поставленной за-
дачи. Сравнительные данные представлены в табл. 4. 

 

Таблица 4 
Сравнительная таблица значений метрик методов MLP и XGBoost  

Метрика 
Метод 

MLP XGBoost 
MSE 1.41 575.65 
MAE 0.04 15.57 
r2 0.003 0.97 



 
 
 

Вывод. В результате исследования, проводимого на наборе данных, представленных пред-
приятием, реализующим конкретный технологический процесс, была показана эффективность 
применения нейронных сетей в сравнении с классическими методами и рядом других методов 
машинного обучения (XGBoost при оценках эффективности методов, базирующихся на метриках 
MSE и MAE) при поиске решений высокой точности на заданном рабочем диапазоне. Увеличение 
выборки и добавление данных может способствовать выявлению других альтернатив. 
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